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情報の信頼性評価の手段として評判に基づく方法を考える．評判は，統計的

な量的側面と，セマンティクスに基づく質的側面の組み合わせによる評価であ

ると考えられる．統計的学習によって正しい評価を得るためには，文書の収集

対象をWeb全体に広げ，能動的に評価情報を集めた上で，それらのセマンテ
ィクスに基づく分類が必要となる．本研究では，非定型の文書の分類問題に

対して，代表的な統計的分類手法の利用可能性をいくつかの実験から考察

する． とくに，理論的背景のあるブースティングによる評判の統合方法とその

分類精度からその有効性を議論する． 

 

1 はじめに 

情報の氾濫の中，ユーザは要求を充足し，信頼

できる情報提供を必要としている．Web 利用におい
て，情報を信じる／信じないはユーザの情報リテラシ

ーに委ねられている．リンク構造や文書構造から

Web を質的に評価する方法は提案されている
[Dhyani et.al]ものの，形式的な質の良し悪しと，内容
の信頼度は必ずしも一致しない．相次ぐインターネッ

ト上の誹謗中傷問題や詐欺事件はユーザがWeb情
報の信頼性評価規範を持たないことに起因する． 
信頼性評価には，(1)既存の知識を用いて論理的

な整合性から判断する方法と (2)情報や情報源に
関する評判に基づく方法の二つに大別できる．前者

は強力な方法ではあるが，オープンな Web 情報に
対しては限界がある．一方，後者の評判（多勢）によ

る信頼性判断は，匿名性の高い Web 上では危険性
を孕んでいる．また，人気や権威のあるサイトに信頼

が委ねられている現状はひとつ間違えば，情報の切

り取りや情報操作を受ける可能性もある． 
我々はＷｅｂ情報に対する信頼のフィルタリング機

能の実現を目標としている．あるトピックに関してＷｅ

ｂに存在する情報を収集し，内容の意味するところ

（以後，セマンティクス）の相違に基づいて分類し，そ

れらの分布を正確に提示することを考える．セマンテ

ィクスの分布を示すことによって，ユーザに情報の見

方に関する物指しを与え，意思決定を支援する．す

なわち，ここでの信頼フィルタとは，情報を切り取るこ

となく，ユーザに提示する機能である．本研究では，

その第一歩として，従来文書分類に適用されてきた

統計的学習法が，セマンティクスの相違による分類

に適用できるのかどうかに関して実験を通じ，考察

する． 

2 問題領域 

2.1  社会的トピックの論調分類 
ここでは，社会的トピックに対する論調を分類，説

明する問題を考える．CD や本など商品情報に関し
ては，評判サイトに集められたランキングの分布やレ

ビュー情報を比較的容易に得ることができる．しかし，

評判サイトによる評価の問題点として，統計量評価

に十分なサンプル数が集められないことや， 「否定

的評価は肯定的な評価に比べて集まりにくい」という

ポリアンナ効果[Resnick and Zeckhauser 2000]が指
摘されている．本研究では，サンプル収集対象を

Web 全体に広げ，（つまり，あるサイトに集められた
任意の提供情報に限定しない），能動的に評価情報

を収集することによってサンプル数の不足を補い，

Web上の評価情報に基づいた信頼性評価を提供す
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る． 
また,文書からの情報抽出に関して，従来から対

象とされてきたドメインは商品の推薦情報や評判情

報に関するものであった．ここでは，商品が評価され

る属性集合をある程度絞り込むことができる．したが

って，文書の特徴量抽出が比較的容易であり，統計

的学習による分類精度が期待できる．一方，本研究

では，ある社会的トピックに対する「Pro/Con」の分布
を提示することが目的である．ここでは，商品評価情

報の分類とは異なり，(1)評価属性が多様であること，
(2)評価属性値に関しても，商品価格のように陽に与
えられているとは限らない．したがって，統計的学習

に必要な文書の特徴の抽出が困難な領域である． 
本研究では，自然言語処理を最小限にとどめ，人

手で文書の特徴抽出を行い，これを統計的機械学

習を適用して，Pro/Con の二分を試みる．文書の特
徴抽出は，セマンティクスの抽出に他ならず，特徴

抽出手順が形式化できれば，文書の機械可読性実

現をめざした Semantic Web研究においても貢献が
期待できる．本稿では，「少年法改正」に関する意見

を Web 情報から取り出し，賛否に分類するための
「特徴抽出」→「機械学習による分類」→「精度評価」

→「特徴抽出」を試行錯誤的な繰り返し実験の経過

を報告し，半構造データ分類に必要な特徴抽出法と

適用可能な機械学習法に関する知見を得ることに

つなげる． 
 

2.2  関連研究 

2.2.1 セマンティックウェブコミュニティにおける信
頼性研究 

セマンティックウェブ研究 においても，情報の信頼

性の検証はトラスト(Trust)の研究の一環として重要な
課題である．その情報が信頼できるかどうかは，情報

の内容に依存するため，セマンティクスによる支援は

有用であると考えられる．現在開発されている情報

の信頼性の検証技術として USC(University of 
Southern California)で研究されているTRELLISと呼
ばれる情報分析ツールが挙げられる [Gil 02]．
TRELLI はユーザの情報分析や意思決定過程で，
各情報源に対する信頼性の評価や，派生する情報

の構造化，分析結果のセマンティクアノテーションを

行うツールである． 
まず分析過程や意思決定過程で用いた情報を，

自然言語やあらかじめ用意された形式言語によって

構造化し，unit を生成する．次に unit に挿入された
情報源属性に付与された信頼度に基づいて，情報 

源の総合的な評価を引き出す． 
また，ユーザは情報分析中に関連するトピックに

ついて，他の人たちが考慮し分析した情報や情報

源を検索することが可能であり，その分析結果を自

分の分析に取り込むこともできる．つまり，取り込まれ

た情報や情報源は利用者の目的に合わせて再利用

される．最終的に，利用者が TRERISS を用いて行
った分析結果は，XML や RDF，そして DAML+OIL
の 3種類のセマンティックマークアップ言語で提供さ
れる．これらの分析結果はその後，Web ドキュメント
として公開することで他のツールにも利用可能にな

る． 
TRELLIS では，あるトピックの分析結果をその分

析過程とともに開示することが，他者に対する情報

の信頼性を提供している．しかし，導かれた分析結

果は，分析者の主観に基づいて取捨選択された情

報から成り立っており，この情報の切り取りが他者の

信頼性評価にどのように影響するかは議論されてい

ない． 本研究では，情報の分析過程の開示と，そ
の情報に対する多様な見方を提供し，どの情報が信

頼できるのかをユーザ自らが判断できるような支援

機能の実現をめざしている． 
 

2.2.2 推薦システム (Recommendation System) 

RS は， (1)協調フィルタリング (Collaborative 
Filtering; CF)に基づく方法  [Resnick 97][Schafer 
99]と，(2)コンテンツに基づいて，情報に含まれるア
イテムと利用者のニーズの内容比較による方法の二

つがあることは既に述べた．前者は様々な領域 
[Goldberg 92]で，その効果を示しているが，以下の４
つの問題が指摘されている． 

 Cold Start: 初期段階では，利用者に類似した
嗜好の持ち主を見つけるのが困難． 

 Sparsity:推薦すべき項目（item）数が多いとき，
各項目に関するデータが集めにくい 

 First Rater:rate 値が無い場合には利用できな
い． 

 Popularity Bias: 特殊な嗜好を持ったユーザに
対する推薦は困難．  

すなわち，各情報，あるいは評価項目に対して，十

分なRatingデータが存在しなければ，精度の良い推

薦を生成することができないという問題を抱えている． 

また，たとえ十分なデータが存在しても，悪意のある

Rating による Fraud や Deception の影響を受けやす

い．一方，コンテンツに基づいた方法は，必要とする

情報の特徴を抽出し，既存の情報と照合することに

よって推薦を生成する枠組みであるため，上記の４

 04-02



つの問題は生じない．しかし，コンテンツの「信頼」を

どのような形で裏付けるのかが問題となる．CF が十

分なデータ量を前提に量的「信頼」が期待できる枠

組みであるのに対して，コンテンツの「信頼」は推薦

する根拠を含んだ質的な信頼評価が期待できる． 

データの不足を補う方法として， CF とコンテンツに
基づく方法を統合することによって解消する枠組み

も提案されている[Melville 01]．また，近年，利用者
のプライバシーを守ることや，peers の間で情報を交
換することを目的とした分散環境でCFを実現する枠
組みが提案されている． 

2.2.3 評判システム (Reputation System) 

評判システムは，eBay などオンライン取引におけ
る“信用と協調”の実現を目指したメカニズムとして注

目されている．オンライン取引においては，これまで

の（オフラインの取引における）サービスの品質を保

証するためのメカニズムでは不十分である.モバイル
やユビキタスコンピューティングの普及により，疎に

結合されたコンピュータネットワーク社会（ソフトエー

ジェント社会や p2pネットワーク）における“法と秩序”
を生み出すメカニズムとしての期待が大きい． 

eBay.com をは じめ ， slashdot.org (”news for 
nerds”)，affereo.orgなどが既に評判システムとして影
響力を持っており，ますます信用（Trust）に関する
Formal な議論が必要である．Trust 尺度に関する議
論は,[Mui 02]に詳しい． 
以上のように推薦をはじめとする評判メカニズムの

研究は，Web 上の情報を集積し，信用（Trust）できる
情報を提供するために形式化されたシステムである．

問題点として指摘されているように信頼の評価方法

や信頼できる情報にたどり着く方法については未だ

手探りの状態である．  

3 実験方法 

「少年法改正」をキーワードとして Goo から検索さ
れた集合を，{賛成，中立，反対}に分類する．各文
書を茶筌(ChaSen)を用いて形態素解析し，名詞と形
容詞を分類に用いた 

 分類に必要な特徴ベクトルは TF/IDFによる方法，
人手によって賛成，反対，中立を代表する語を抽出

する方法の二つを用いている．また，分類手法は，

ボトムアップクラスタリング，EM，および，Adaboost を
適用した．以下，各方法について説明する． 

3.1 ボトムアップクラスタリング法による分類 
まず，TFIDFによって文書からN個の特徴ベクトル

を作成する．文書djに属する語tiのTFIDFは次のよう
に求められる． 

 
文書がd1からdN，語がt1からtMまである場合，文書

djの特徴ベクトルviを次のように定める． 
T

iMiii dtTFIDFdtTFIDFdtTFIDFv )),(),...,,(),,(( 21=
    (i = 1 … N) 
ここで語とは，いずれかのドキュメント中に 1 回以

上出現する名詞または形容詞を示す．ただし，活用

のある品詞についてはその基本形とした． 
 TFIDFにより作成した N個の特徴ベクトルを，ボ

トムアップクラスタリング法でクラスタリングした．アル

ゴリズムを図１に示す． 
1 for 1=i  to  do N

}{ ii vc ←  
end for 
2 },...,,{ 21 NcccC ←  
3 Nj ←  

4 if kC =#  then exit 
5 ),(minarg

;),(
ji

jiCCcc
ccdx

ji <×∈
←  

6 1+← jj  
7 ),( ba ccx = と書くと，  baj ccc ∪←

8 }{}),{\( jba cccCC ∪←  
goto 4 

 
図１ ボトムアップクラスタリング法 

 
クラス間の距離がもっとも短いものを融合していき，

最終的に k 個のクラスタを得たところで終了する．今
回の実験では，k=3 とした． 
上記アルゴリズムにおいて，クラス間の距離の定

義を変え実験を行った．採用した定義は，クラスの平

均ベクトル間のユークリッド距離と，クラスの平均ベク

トル間のコサイン類似度がベースの距離である． 

ji µµ , をそれぞれ の平均ベクトルとすると，

平均ベクトルのユークリッド距離は式(2)で表される． 
ji cc ,

∑
=

=

−=
M

k
k

jiji

aa

ccd

1

2||||

||||),( µµ  

コサイン類似度ベースの距離は式(3)を用いる．  

1log)(

),(

)( ) , ( ),(

+⎟⎠

⎞
⎜⎝
⎜⎛=

=

× =

が出現する文書数

文書の総数 

の全語の数 
の 個数 に出現するj  it 

it
it

j
ji

i t jd  i t jit

IDF

d
d

dtTF

IDF TF dTFIDF

(1) 

(2) 
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ji ccd

µµ
µµ

θ

θ

×

⋅
=

−=
 

3.2  EMアルゴリズムによる分類 
形態素解析結果から名詞と形容詞のみを取り出

し出現頻度の高いものから 500語を選び，式(1)で計
算される TF値 を要素とする N×500行列 を

作る．総文書数は とする． 次にデータ行列 を

特異値分解する． 行列の特異値分解は

で定義される．U は

jid , D
N D

nm×
TVUD Σ= rm× 直行行列，V

は rn× 直行行列である．ここで であ

る．Σは
)(Drankr =

rr× 対角行列で，Σの対角要素が特異値
となる． ),,( 21 rdiag σσσ L=Σ とした場合，特異

値は 021 >≥≥≥ rσσσ L を満たす． 
 ここでU , を列ベクトルの集合で表現して， V

][ 21 ruuuU K=  
][ 21 rvvvV K=  

とすると，文書 を表現する 次元ベクトル

( ) は， となる． 
i k

rk < id T
jkkjji vvvd ),( 2211 σσσ K=

以上の方法を用いてデータ行列 を 50に縮小し
た行列を とし，行列 に対して EMアルゴリズム
を適用し，分類を試みた． 

D
D′ D′

 EMアルゴリズムは適当に選んだパラメータの初
期値から始めて，尤度を最大化するようにパラメータ

更新のステップを繰り返す． 
 各クラスの平均が cµ ，分散が ，各クラスの事

前分布が

cΣ

ccp ω=)( であるような 次元正規混合分

布に対しては，以下のような更新式となる． 
k

∑
=

+ =
N

i

t
i

t
c xcp

N 1

)()1( );|(1 θω  

∑
∑=

=

+ =
N

i
iK

c

t
i

t
it

c x
xcp

xcp
N 1

1

)(

)(
)1(

);|(

);|(1

θ

θ
µ  

( ) ( ci
T

ci

N

i
K

c

t
i

t
it

c xx
xcp

xcp
N

µµ
θ

θ
−−=Σ ∑

∑=

=

+

1

1

)(

)(
)1(

);|(

);|(1 )  

ここで とし，EM アルゴリズムを適
用する．各ベクトルは文書に対応している．クラスの

数は３であるとして上記のパラメータ更新の反復を行

い，その結果最も帰属度の高いクラスに属するものと

した． 

T
rxxxD ][ 21 K=′

3.3  Adaboostを用いた C4.5による分類 
まず，C4.5 を用いて複数の決定木を作成するた

めに，賛成，反対を特徴付けていると考えられる語

(もしくは言い回し)を属性とし，その語の有無により
各文書の特徴ベクトルを生成する．今回は，トピック

を「少年法改正」に絞り，賛成・反対を特徴付けてい

ると考えられる語として，以下の 59語を属性として用
いた． 

 
｛欠陥，欠陥がある，厳しさ，厳しい，不十分，残

虐，このままで，必要，改正は必要，改正が必要，改

正に賛成，改正に賛成です，改正に取り組む，改正

されなければ，取り組む，取り組むべき，人権，人権

派，被害者，被害者無視，民事訴訟，訴訟，賛成，

賛成派，賛成です，賛成派です，ようやく改正，減る

のでしょうか，弊害，強行，厳罰，厳罰より，厳罰化，

改悪，反対，反対の意，反対です．，反対の立場で

す，改正反対，法案反対，「改正」反対，断固，声明，

決議，廃案，日教組，日弁連，署名，検察官，不安

定，拘束，不利益，証拠，動機，暴行，援助，環境，

健全，成長｝． 
上記の語の有無により各文書の特徴ベクトルを生

成し，ランダムに50個の特徴ベクトルを選択する．選
択された特徴ベクトルを決定木の学習用の訓練デ

ータ X とし，残りの特徴ベクトルを誤り率(汎化誤差)
の測定用のテストデータ V とする． 

訓練集合： {(x1, y1), …, (x50, y50)}. 
テスト集合： {(v1, y1), …, (v50, y50)}. 

ただし教師信号をxi∈X，vi∈V，yi∈Y={“賛成”, 
“中立”, “反対”}とする． 
ここでt回目の学習における訓練例題(xi, yi)の重

みをDt(i)としたときのC4.5 へのAdaBoostの適用法の
具体的な手順を以下に示す． 
 

(3) 

1. C4.5 により訓練データXを用いて，決定木
ht:X→Y (1≦t≦5}を作成． 

2. D1(i)=1/50で初期化． 
3. t=1, …, 5に対して 

• 分布Dtにおいて以下の誤り率を最小に

する決定木ht:X→Yを選択． 
{ } ∑

≠

=≠=
iit

t
yxhi

tiitDt iDyxh
)(:

)()(Prε  

• 誤り率を用いて信頼度αt∈Rを計算． 

⎟⎟
⎠

⎞
⎜⎜
⎝

⎛ −
=

t

t
t ε

ε
α

1
ln

2
1  

• 以下の式で分布 Dtを更新． 

t

ititt
t Z

xhyiDiD ))(exp()()(1
α−

=+
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ただし，Ztは 規格化因子 ∑ +
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4. 全ての決定木の出力を信頼度で重みづけし，
多数決をとる．  (∑
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4 実験結果および考察 

4.1  ボトムアップクラスタリング 
ボトムアップクラスタリングで得られた 3 個のクラス

タに対し，それぞれデータ数 98個，1個，1個になっ
た．実験は 2種類の距離の定義を用いたが，いずれ
の結果も同じとなった．TFIDF によるベクトル生成と
ボトムアップクラスタリングでは，賛否を識別するには

全く不十分であるといえる． 

4.2  EMアルゴリズム 
EM アルゴリズムによって分類されるクラスをクラス

１・クラス 2・クラス 3 としたとき，賛成・中立・反対のラ
ベル付けを行ったデータセットとの比較の結果は以

下のようになる．EM アルゴリズムによる分類のクラス

と，データセットの賛成・中立・反対のクラスとの対応

は明らかではないため，すべての組み合わせを表１

に示す． 
表１ EMによるクラスとそのラベルの精度 
対応するラベル 適合率（上）・再現率(下) 

クラス 1 クラス 2 クラス 3 クラス１ クラス 2 クラス 3

0.21  0.37  0.10 
賛成 中立 反対 

0.57  0.20  0.04 

0.21  0.33  0.70 
賛成 反対 中立 

0.57  0.32  0.14 

0.51  0.30  0.10 
中立 賛成 反対 

0.65  0.35  0.04 

0.51  0.33  0.20 
中立 反対 賛成 

0.65  0.32  0.09 

0.29  0.30  0.70 
反対 賛成 中立 

0.64  0.35  0.14 

0.29  0.37  0.20 
反対 中立 賛成 

0.64  0.20  0.09 

 
一見クラス 3 が中立に分類されるとした場合比較

的高い性能が得られているように見えるが，実際に

はそうではない．なぜなら EM アルゴリズムによる分

類ではクラス３に分類されるのはデータセットの 1 割
程度であり，含まれるデータ数はかなり少ない．一方

データセットに含まれるデータのなかでは中立に分

類されているデータは 6 割程度と多いので，この数
字から有効な分類が行われたとは言い難い． 
考えられる問題として，特徴ベクトルに用いる語の

選択の困難さがある．100 のサンプルを形態素解析
した結果得られた形容詞と名詞はおよそ 2万 5千種
類であったが，このうち 5000 語程度の語が 10 回以
上出現し，9000語程度の語が5回以上出現している．
このため出現頻度で上位から選ばれた 500 語はペ
ージの分類の点で適切ではない可能性がある（デー

タセットにおいて出現頻度が上位 500の語は 180回
以上出現している）． 
しかし用いる語を増やすと特異値分解に要する計

算量が著しく増える上に，あまり多い次元のデータに

は EM アルゴリズムを適用できないため最終的に利
用する次元数は落とさざるを得ない．頻度で上位か

ら5000語を選んで同様な分類を行った場合にも，適
合率に目立った改善は見られなかった． 

4.3  Adaboosｔを用いた C4.5 
C4.5 により訓練集合から作成された，５つの決定

木は以下の通りである． 
 
決定木 1 
訴訟 = 1: neu (4.0) 
訴訟 = 0: 
|   厳しい = 1: con (2.0) 
|   厳しい = 0: 
|   |   反対 = 0: 
|   |   |   検察官 = 0: 
|   |   |   |   必要 = 0: neu (10.0/4.0) 
|   |   |   |   必要 = 1: pro (8.0/4.0) 
|   |   |   検察官 = 1: 
|   |   |   |   必要 = 0: con (2.0) 
|   |   |   |   必要 = 1: pro (2.0) 
|   |   反対 = 1: 
|   |   |   健全 = 1: neu (2.0) 
|   |   |   健全 = 0: 
|   |   |   |   援助 = 0: con (7.0/2.0) 
|   |   |   |   援助 = 1: neu (2.0) 
 

決定木 2  
訴訟 = 1: neu (6.0/1.2) 
訴訟 = 0: 
|   反対 = 0: 
|   |   検察官 = 0: 
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|   |   |   必要 = 0: neu (14.0/6.8) 
|   |   |   必要 = 1: pro (10.0/6.5) 
|   |   検察官 = 1: 
|   |   |   必要 = 0: con (2.0/1.0) 
|   |   |   必要 = 1: pro (3.0/2.1) 
|   反対 = 1: 
|   |   証拠 = 1: con (2.0/1.0) 
|   |   証拠 = 0: 
|   |   |   健全 = 1: neu (2.0/1.0) 
|   |   |   健全 = 0: 
|   |   |   |   環境 = 0: con (7.0/3.4) 
|   |   |   |   環境 = 1: neu (4.0/2.2) 
 
決定木 3  
訴訟 = 1: neu (6.0/1.2) 
訴訟 = 0: 
|   反対 = 0: 
|   |   検察官 = 0: 
|   |   |   動機 = 1: pro (2.0/1.8) 
|   |   |   動機 = 0: 
|   |   |   |   必要 = 1: pro (9.0/5.5) 
|   |   |   |   必要 = 0: 
|   |   |   |   |   厳罰 = 1: neu (3.0/1.1) 
|   |   |   |   |   厳罰 = 0: 
|   |   |   |   |   |   被害者 = 0: neu (6.0/2.3) 
|   |   |   |   |   |   被害者 = 1: pro (4.0/2.2) 
|   |   検察官 = 1: 
|   |   |   必要 = 0: con (2.0/1.0) 
|   |   |   必要 = 1: pro (3.0/2.1) 
|   反対 = 1: 
|   |   証拠 = 1: con (2.0/1.0) 
|   |   証拠 = 0: 
|   |   |   健全 = 1: neu (2.0/1.0) 
|   |   |   健全 = 0: 
|   |   |   |   環境 = 0: con (7.0/3.4) 
|   |   |   |   環境 = 1: neu (4.0/2.2) 
 
決定木 4  
訴訟 = 1: neu (6.0/1.2) 
訴訟 = 0: 
|   証拠 = 1: con (4.0/2.2) 
|   証拠 = 0: 
|   |   反対 = 0: 
|   |   |   検察官 = 0: 
|   |   |   |   必要 = 0: neu (13.0/5.7) 
|   |   |   |   必要 = 1: pro (10.0/6.5) 
|   |   |   検察官 = 1: 
|   |   |   |   必要 = 0: con (2.0/1.0) 
|   |   |   |   必要 = 1: pro (2.0/1.0) 
|   |   反対 = 1: 
|   |   |   動機 = 1: neu (2.0/1.0) 

|   |   |   動機 = 0: 
|   |   |   |   検察官 = 1: con (2.0/1.0) 
|   |   |   |   検察官 = 0: 
|   |   |   |   |   賛成 = 0: con (7.0/4.4) 
|   |   |   |   |   賛成 = 1: neu (2.0/1.0) 
 
決定木 5 
訴訟 = 1: neu (6.0/1.2) 
訴訟 = 0: 
|   反対 = 0: 
|   |   検察官 = 0: 
|   |   |   必要 = 0: neu (14.0/6.8) 
|   |   |   必要 = 1: pro (10.0/6.5) 
|   |   検察官 = 1: 
|   |   |   必要 = 0: con (2.0/1.0) 
|   |   |   必要 = 1: pro (3.0/2.1) 
|   反対 = 1: 
|   |   証拠 = 1: con (2.0/1.0) 
|   |   証拠 = 0: 
|   |   |   動機 = 1: neu (2.0/1.0) 
|   |   |   動機 = 0: 
|   |   |   |   検察官 = 1: con (2.0/1.0) 
|   |   |   |   検察官 = 0:ppp 
|   |   |   |   |   賛成 = 0: con (7.0/4.4) 
|   |   |   |   |   賛成 = 1: neu (2.0/1.0) 
 
表２に，決定木を単独で用いた場合とAdaboostを

適用した場合の性能比較結果を示した． 
表２ 各決定木誤差と Adaboostによる誤差 

 訓練誤差 汎化誤差 
決定木 1 0.28 0.54 
決定木 2 0.28 0.52 
決定木 3 0.22 0.58 
決定木 4 0.26 0.50 
決定木 5 0.28 0.48 

H 0.22 0.58 
表２から，Adaboost を用いると訓練誤差は小さくな
るが，汎化誤差が大きくなるという結果となり，過学

習が起こっている可能性がある．しかし，表３に示す

ように，実際にブースティングの回数より，どれだけ

性能が変化しているのかを確認すると，1 回目以降
性能に変化が無いことが分かる． 
表３ ブースティング回数による誤差変化 

 訓練誤差 汎化誤差 
1回目 0.22 0.58 
2回目 0.22 0.58 
3回目 0.22 0.58 
4回目 0.22 0.58 
5回目 0.22 0.58 
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 これは，表４に示すように２回目以降選択された

決定木の信頼度が極めて小さく，ブースティングの

最終結果に全く影響を与えなかったためと考えられ

る． 
表４ 決定木の信頼度 
選択順序 決定木 信頼度

1番目 決定木３ 0.633
２番目 決定木４ 0.213
３番目 決定木１ -0.0099
４番目 決定木５ -0.0668
５番目 決定木２ -0.1021

 
全ての決定木の判別結果にあまり差異がないた

め，信頼度が低い．以上の結果を特徴ベクトルの是

非と，アルゴリズムの観点から考察する． 
 
特徴ベクトル 
各決定木で用いられる特徴語のうち，異なる語

の数は13であった．つまり，決定木で利用されて
いる語が集中しているため，決定木間での判別

結果の差が出ないと考えることができる． 
５個の決定木で現れた特徴語 {訴訟，反対，検察官，必要} 
３個の決定木で現れた特徴語 {健全，証拠，同期} 
２個の決定木で現れた特徴語 {環境，賛成} 
１個の決定木で現れた特徴語 {厳しい，援助，厳罰，被害者} 
アルゴリズム 
決定木生成が静的であるため，更新された例題

の重みのもとで予め生成された決定木から誤り

率を最小にするものを選択するだけになってい

る．本来であれば，更新された例題の重みのもと

で，誤り率を最小とする決定木を学習する必要

がある． 

5 今後の課題 

本稿では，社会的トピックを扱った文書のセマン

ティクス抽出における統計的機械学習の有用性を確

かめるための実験結果を紹介した．テキストマイニン

グで最もよく利用されているアルゴリズムから３つを

選んだが，いずれも，単純な TF/IDFから抽出した特
徴からは，単純な分類でさえ出来ない状態である．

これらの方法を有用にするためには，特徴ベクトル

抽出が鍵である．共起関係や係り受けなど，文書構

造を解析した意味の抽出などが現段階では一般的

であるが，これに関しても本稿で取り上げた社会的ト

ピックに対しては精度があまり期待できない状況であ

る．アルゴリズムでは，ブースティングによるアンサン

ブル学習がこのような分野において適していると思

われる．ブースティングの応用に際してマルチクラス

に拡張した Adaboost も提案されている[Schapire 00]
が，クラス数の問題とは別に，ブースティングによる

学習効果と汎化に関する議論が必要である．C4.5
はノイズに頑健であるが，ブースティングによる精度

の改善がノイズへの頑健性に与える影響についても

調べる必要がある． 
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